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INTRODUCAO

A quimiometria é a parte da quimica que utiliza méto-
dos matemdticos e estatisticos para:

a) definir ou selecionar as condigdes 6timas de medida
e experiéncias e ‘

b) permitir a obten¢do do méximo de informagdes a
partir da andlise de dados quimicos.

Com a sofisticagdo sempre créscente das técnicas instru-
mentais, impulsionada pela invasio de microprocessadores
¢ microcomputadores no laboratério quimico, tornam-se
necessdrios tratamentos de dados mais complexos do pon-
to de vista matemadtico e estatistico, a fim de relacionar os
sinais obtidos (intensidades, por exemplo) com os resulta-
dos desejados (concentragdes). Muita énfase tem sido dada
aos sistemas multivariados, nos quais se pode medir muitas
varidveis simultaneamente (ou de forma seqiiencial, com
grande eficiéncia) ao se estudar uma amostra qualquer.
Nesses sistemas, a conversdio da resposta instrumental no

dado quimico de interesse, requer a utilizagdo de técnicas
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de estatistica multivariadas, dlgebra matricial e anilise nu-
mérica. Essas técnicas se constituem no momento na me-
lhor alternativa para a interpretagdo de dados e para a aqui-
si¢do do maximo de informagdes sobre o sistema.

De todos os ramos da quimica cldssica, talvez a quimi-
ca analitica tenha sido a mais afetada pelo desenvolvimen-
to recente da instrumentagdo quimica, associada a compu-
tadores. De fato, a “Chemometrics Society”, organiza¢do
internacional dedicada ao uso e desenvolvimento de méto-
dos em quimiometria, ¢ composta principalmente por qui-
micos interessados em problemas analiticos. Atualmente é
muito raro se encontrar qualquer periédico respeitivel so-
bre pesquisa em quimica analitica, que n3o traga artigos
reportando dados obtidos com o auxilio de microprdcessa-
dores, ou tratados por matemdtica multivariada ou métodos
estatisticos, sempre com o objetivo de methorar a qualida-
de dos resultados ou facilitar a sua interpretagéo.

Outras dreas em quimica vém sendo também influencia-
das pela quimiometria. Os métodos espectrométricos comu-
mente empregados em quimica organica e inorganica, tor-
nam-se muito mais poderosos quando acoplados a técnicas



de matemdtica multivariada, o que permite a anilise quanti-
tativa de grande quantidade de dados, os quais até agora, s6
podiam ser analisados de forma qualitativa. Sistemas de
reagbes que 30 por natureza multivariados, dependentes
de temperatura, pH, solvente, etc., podem ser otimizados
de forma sistemdtica utilizando métodos como o SIM-
PLEX?. Muitos campos da fisico-quimica sdo afetados pela
quimiometria. Virios modelos universais rigidos, como a
quimica quantica, podem ser aplicados apenas a sistemas
simples. As técnicas de reconhecimento de padrdes podem
se constituir em métodos complementares ou alternativos,
na solugdo desses problemas e de outros na irea de fisico-
quimica.

O emprego de computadores na aquisicdo e interpreta-
¢do de dados, deverd sofrer no futuro um aumento muito

- significativo. O aprimoramento técnico de microprocessa-
dores e microcomputadores, vem ocomrendo mais rapi-
damente que o desenvolvimento da instrumentagio qui-
mica. Ademais, o equipamento utilizado em computagio,
apesar de se tornar a cada dia mais eficiente e flexivel,
tem seus custos reduzidos, contrastando com a escalada
de precos da instrumentagio quimica convencional.

A quimiometria é um ramo recente da quimica. Ex-
cetuando-se alguns esforgos isolados,-a década de 70 marca
o inicio da atividade de pesquisa concentrada nesse campo.
E ainda dificil prever que tipo de pesquisa em quimio-
metria obterd maior éxito no futuro.

Os artigos de revisdo listados na bibliografia®, cobrem a
maioria dos aspectos ligados as atividades da quimiometria.
Nesse trabalho, pretendemos apresentar breves descri¢es
diddticas dos diferentes topicos da quimiometria, que sdo
objeto de investigagdo ativa em todo o mundo. Serdo en-
fatizados dois topicos, em estudo no Brasil:

1) Calibragao multivariada por meio do método geral de
adi¢do de padroes®.

2) Classificagdo de espécies quimicas e interpretagdo de
dados multivariados por reconhecimento de padroes.

Espera-se com a discussdo desses topicos fornecer ao
leitor uma idéia sobre cada uma das atividades gerais em
quimiometria, conforme a defini¢do apresentada no inicio
desse artigo. Os leitores com maior interesse no assunto
devem se reportar aos livros e revisdes mais exaustivas®:®,
escritos por alguns dos pioneiros nesse campo.

Ao encerrar esta introdugdo, afirmamos entender que a
quimiometria s6 poderd dar seu total impacto no pensamen-
to quimico, apds a publica¢do de textos sobre o assunto e
sua inclusdo nos curriculos de graduagdo e péds-graduagdo
dos cursos de quimica. Os alunos poderdo entdo ser educa-
dos para pensar em termos de sistemas multivariados em
espacos multidimensionais, ao invés de pensar em termos de
espagos a trés dimensSes ou menos. Isto deverd ampliar sua
habilidade em resolver os problemas mais complexos, cuja
natureza é em si multivariada.

ESTATISTICA

Todas as medidas feitas em quimica analitica apresentam
uma incerteza. A despeito disso, uma grande quantidade de
anilise ¢ feita sem grande preocupagdo em expressar a incer-

teza dos resultados, através das ferramentas da andlise es-
tatistica. Isso é particularmente verdadeiro quando os resul-
tados analiticos sdo utilizados na solugdo de problemas
em outras dreas da quimica, como na quimica ambiental,
quimica forense, etc. Recentemente, Currie® observou a
relagdo entre as incertezas de alguns dados quimicos e as
decisBes de impacto social tomadas com base nesses dados.
Os estudos sobre precisdo e exatiddo, propagagdo de erros,
caracterizag@o da relag¢fo sinal/ruido, teoria de amostragem,
otimizagdo de experiéncias utilizando esquemas fatoriais
¢ andlises de séries temporais, estdo todos fundamentados
na estatistica. Mais informagSes podem ser encontradas na
referéncia 3b.

RESOLUCAO

Parte substancial das atividades em quimiometria estd
voltada a resolugdo de picos superpostos, tanto na andlise
de substincias puras como na de misturas. No caso de subs-
tincias puras, sdo utilizados diferentes tipos de fungGes
matemdticas para representar os picos principais, cuja re-
sultante fornece um conjunto de picos superpostos, do tipo
que costuma preocupar os quimicos analiticos. O método
multivariado de anilise de componentes principais’ (veja

-a sec¢do de reconhecimento de padrdes) e o de anilise fa-

torial®, muito semelhante ao primeiro e largamente empre-
gado em ciéncias sociais, vém se tornando método padrdes
na separag@o de picos superpostos em anilises de misturas de
muitos componentes. A grande abrangéncia do método
levou 2 publica¢do de um texto introdutério de ficil leitu-
ra%¢ que pacientemente expSem seu funcionamento e ilus-
tram aplica¢Ges em espectroscopia de absorg¢do e de emis-
sdo, cromatografia e espectrometria de massa.

Aqui apresentaremos os conceitos bésicos envolvidos na
andlise de componentes principais, ndo apenas para ilustrar
sua aplicagdo na solugdo de problemas numéricos, mas
como uma introdugdo ao seu emprego nas técnicas de clas-
sificagdo por reconhecimento de padrdes.

Suponha a anilise de uma mistura por uma técnica es-
pectrométrica, por exemplo, espectroscopia no visivel e
ultravioleta. Os espectros sdo obtidos a virios comprimen-
tos de onda selecionados, numa série de misturas onde as
concentragOes relativas dos componentes variam. A matriz
de dados corresponde a um agrupamento sistemdtico das
intensidades registradas a diferentes comprimentos de onda,
para todas as misturas em estudo. Sua forma geral pode ser
representada pela matriz A:

Ay, Ag..... Agp|
1} = A21 A22 ..... Azp (1)
-Anl An2 ..... Anp—

onde os elementos A, representam as intensidades obtidas
no i4ésimo comprimento de onda para a mistura
k(i=12,...p;k=1,2,...n). Amatriz de covarianga é
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obtida multiplicando-se a matriz de dados pela sua trans-
posta:

cov=4'a | @

Essa matriz é posteriormente diagonalizada, fornecendo
como solugdo:

(cov) gt=8t A €))
ou
(cov) Bi=1; B! @

>
onde 8160 autovetor correspondente ao j-ésimo autovalor,
compondo a j-ésima coluna na matriz @t Ademais, oj-ésimo
autovalor traduz a fragdo da varianga original expressa pelo
jésimo autovetor. Assim, a diagonalizagdo da matriz de
covarianga permite a proje¢do de um espago de p varidveis
num outro de ordem inferior, em geral de duas ou trés
dimensdes, a fim de facilitar a visualizagdo, o que é de gran-
de importincia em problemas de classificagdo de dados. Os
“A” primeiros autovetores, quando ordenados de forma de-
crescente segundo seus autovalores, expressam uma percen-

A p
tagem da varianga dada por: 2 . >‘i/ z lxi (100).
i= i=

O valor de A costuma ser pequeno nos problemas clas-
sificatorios, ficando em geral em torno de dois ou trés, de-
pendendo da complexidade do conjunto de dados. Em pro-
blemas numéricos, o valor de A é determinado pelo nidmero
de componentes principais necessirios para descrever o
conjunto de dados. Os outros (A-p) autovetores nio sdo sig-
nificativos, uma vez que expressam uma percentagem de
varian¢a compardvel aos valores dos erros experimentais.
A matriz A é entdo descrita por:

A=08 ).
onde os autovetores contidos em @ sdo chamados
“loadings” e os valores de © sdo chamados “scores”, ou
seja, valores das varidveis das n amostras, ap6s a transfor-

macgdo para o espago descrito pelos autovetores. Os valo-

-res de © podem ser calculados pela equago:

AB'=o ©),

como a matriz §¢ ortogonal, §t = gt

As matrizes © e 8 apresentam alguns fatores abstratos,

cuja importincia estdi em predizer o nimero de compo-
nentes principais que determina a estrutura dos dados da
matriz A. Normalmente, procura-se obter uma matriz de
transformagdo apropriada, mediante a rota¢do dos fatores
abstratos no espago p ou através do “target testing”, o que
converte tais fatores em fatores reais.

A=Ce ™
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ou

=. z ij eji (8)’

onde & ¢ a absortividade molar por unidade de compri-
mento do caminho 6tico do componente j no compri-
mento de onda i, C;; é a concentragdo molar do compo-
nente j na mistura ke m é o nimero de componentes na
mistura.

Os fatores reais e abstratos se relacionam entre si atra-
vés de uma matriz linear de transformagdo. Cada linha da
matriz e corresponde as absorvincias de um dos compo-

nentes, nos p comprimentos de onda estudados. Cada co-
luna da matriz C corresponde as concentragdes de um dos

m componentes de cada uma das n misturas.

Essa transformagdo para componentes principais reais,
obviamente depende da validade da lei de Beer para o siste-
ma estudado.

Em resumo, a andlise de componentes principais deter-
mina:

1) m, o nimero de componentes principais do sistema, que
€ o niimero de constituintes ativos da absorg¢do.

2) Cy;, as concentragOes de cada componente em cada
mistura e

3) &jis relacionado com o espectro de cada componente.

O preco a ser pago pela variedade de informagGes obtida
por anilise fatorial, estd no grande mimero de medidas que
se deve fazer, num nimero significativo de misturas. Pode-
mos ter uma idéia desse problema, analisando os pontos
principais de um dos trabalhos recentes no campo. Kanka-
resd, estudando complexos, mediu espectros de absor¢do
de solu¢des formadas por 8.107° M em jons de bismuto,
1 M em 4cido perclorico e quantidades varidveis de cloreto
de sodio e perclorato de potdssio, a fim de manter constan-
te a forga idnica do meio. Os espectros foram obtidos
contra solugOes de referéncia, que continham a mesma com-
posicdo, mas sem ions de bismuto. Foram medidas as absor-
vincias de 17 solugGes, entre 230 e 360 nm, a intervalos de
5 nm, o que resultou em 27 comprimentos de onda nas 17
solugdes, gerando portanto uma matriz Al17x27.

Para determinar os valores de m nessa matriz de 459 ele-
mentos, Kankare comparou os desvios padrdo residuais dos
dados experimentais, calculados a partir das diferengas
entre as absorvancias obtidas da equag¢io 8 e as absorvin-
cias experimentais, com o desvio padrdo estimado de seus
valores experimentais,

Como o desvio padrdo residual calculado por anidlise fa-
torial deve ser menor que o desvio estimado (o nimero mi-
nimo de fatores que satisfaz esse critério é m), foi possivel
concluir que haviam 7 espécies ativas na absor¢do das so-
lugBes. Essas espécies foram propostas como sendo: Bi**,
BiCI>*, BiCl3, BiCl;, BiCl;, BiCl2 ~ e BiC13 - .

O programa para computador denominado FACTANAL,
que faz anilise fatorial e inclui o “target testing”, pode ser
obtido pelo “Quantum Chemistry Program Exchange®”.



CALIBRACAO

Um método ideal de calibragio é dado por R = KC,
onde R representa a medida da resposta de um sensor, C ¢
uma concentra¢do e K uma constante de resposta (a incli-
nagdo de curva de calibragdo). Para que esse modelo seja
verdadeiro e portanto 0til, o sensor ndo deve responder a
espécies interferentes na amostra e os efeitos matriciais®
devem estar ausentes. A primeira restri¢do leva a uma mu-
danga no modelo, que deve ser generalizado na forma:

w

onde o indice A refere-se a espécie de interesse e I aos inter-
ferentes. Se os termos Ky e Cj forem conhecidos, 0 somat6-
rio do seu produto pode ser subtraido de R, eliminando o
efeito interferente. Essa operagdo é idéntica a uma corre¢io
de contagem de fundo.

Em andlises de misturas, as interacGes entre as espé-
cies e seus interferentes sio menos claras, ji que cada
espécie pode interferir na determina¢do de uma outra. O
GSAM* considera os sinais interferentes como informa-
¢Oes deslocadas, que ndo devem ser eliminadas por subtra-
¢3o, mas sim utilizadas na determina¢do das concentra-
¢Oes das espécies. Como esse método é uma generaliza-
¢do do método simples de adi¢do de padrdes, os efeitos
matriciais estdo incluidos nas curvas de calibragdo utiliza-
das para determinar as concentracdes das espécies.

Consideremos o caso de se analisar r espécies com p
sensores analiticos, sendo 1 < p. Sdo feitas m adi¢Ges de
padrio de cada componente a ser analisado, sendo toma-
das as leituras de cada um dos p sensores ap6s cada adi-
¢30. Sendo n o numero total de adicdes de padrdo
(n = m.r), a equac¢do matricial basica seri:

R=CK

(10),

onde R é uma matriz (n.p) contendo os valores das leituras
de cada sensor, depois de cada adi¢do de padrioe Cé uma
matriz (n.r), contendo os valores das concentra¢Bes de cada
espécie apds cada adi¢io de padrdo. A matriz K (r.p) con-
tém as constantes de resposta para todas as concentrages
das espécies, em cada sensor analitico. Se r = p, K serd uma
matriz quadrada que admite uma inversa, através da qual se
pode calcular as concentragdes originais, usando:

RK™!-AC=C ay

Aqui, AC é uma matriz (n.r) cujos elementos sdo as va-
riagdes de concentragio de cada espécie, a cada adigdo de
padrdo. ,C € uma matriz (n.r) que apresenta o0 mesmo nd-
mero de linhas que AC, cada linha contendo a concentra-
¢do original das r espécies presentes na amostra em estudo.

GSAM (sigla inglesa para “General Standard Addition Method™).

Pode-se melhorar a qualidade dos resultados utilizando-
se um nimero de sensores maior que o de espécies a serem
analisados (p > 1), 0 que torna K uma matriz retangular.
Nesse caso, a equacdo (11) se torna:

,C= [R(ACtAQ)™ ACt-1] AC (12),

‘onde [ representa a matriz identidade.

Na elaboragdo de um método analitico para virios com-
ponentes, é util se conhecer os elementos da matriz K, de-
finida por:

K =(AC'AQ)™! ACAR (13)

Assim, pode-se por exemplo utilizar um detector mais
sensivel com melhor limite inferior de detecgdo, a despei-
to de uma eventual perda de seletividade, quando se utiliza
o GSAM.

O GSAM tem sido aplicado 2 espectroscopia no visivel
e ultravioleta'®, espectroscopia de plasma de argdnio aco-
plado indutivamente'! e na voltametria extrativa (stripping
voltammetry)*2.

No Brasil, um esforgo considerdvel tem sido feito no sen-
tido de minimizar o tempo de andlise para utilizagdo do
GSAM. O grande nimero de adi¢Ses de padrdes necessirios
para a andlise de muitos componentes, tem sido um sério
impedimento para o uso do método em anélises de rotina.
Para evitar o grande consumo de tempo que representam as
vérias adicGes manuais de padrdes, tem sido sugerido o uso
de inje¢do em fluxo (FIA-sigla inglesa para “Flow Injection
Analyses™), em sistemas acoplados diretamente ao detetor
(nesse caso, em espectroscopia de emissdo de plasma’®), o
que permite a coleta de dados com alta freqiéncia, sem
perda da precisdo’®. Alguns aperfeicoamentos dessa técnica,
além da aplicagdo do FIA, tém ainda levado a um aumento
da exatiddo e da precisdo dos resultados'® ™8,

Pode-se obter a baixo custo o programa GSAM, que faz
todas as operagBes matriciais necessdrias nos cdlculos de
adigdes de padroes.'®

PROBLEMAS DE CLASSIFICACAO
E PRE-PROCESSAMENTO

Os problemas classificatdrios sdo muito comuns em
ciéncia e engenharia. Problemas dessa natureza, hd muito
tempo estdo sendo resolvidos em biologia, psicologia, eco-
nomia e engenharia, utilizando reconhecimento de pa-
drdes (RP).

Na 1ltima década, varios grupos de pesquisa comegaram
a aplicar RP aos problemas de natureza quimica. Muitas
drogas ja foram classificadas como biologicamente ativas
ou ndo ativas, com base em seus parametros fisico-quimi-
cos?®. Amostras de vinho foram classificadas de acordo
com o ano e a regido onde as uvas foram colhidas?' . Petré-
leo®?, d4gua mineral?3, artefatos arqueologicos®* e amostras
minerais®®, j4 foram classificados com respeito a suas ori-
gens. Com base em intensidades de picos cromatograficos,
foi possivel classificar em categorias vdrias marcas de
whiskey?®. Doengas de figado foram classificadas em dois
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tipos, com base nas concentra¢des de sete enzimas analisa-
das no sangue de pacientes®’. Produtos manufaturados de
natureza quimica foram classificados como dentro ou fora
das especificagOes, utilizando as concentra¢Ses dos compo-
nentes em maior proporgio nesses produtos?®

O reconhecimento de padrdes e sua drea complementar

de conhecimento de padrSes*sdo ramos da inteligéncia arti-
ficial, como se vé na figura 1. Se a distribui¢do de probabili-
dade estatistica dos dados referentes a uma amostra é co-
nhecida, pode-se trabalhar no modo parametrizado. O mais
comum em problemas quimicos é que essa distribui¢do
ndo seja conhecida, o que exige a aplicagdo do reconheci-
mento e conhecimento de padrbes nio parametrizados.
Havendo a disponibilidade de um conjunto de treinamen-
to, ou seja um conjunto para o qual se conhece a categoria
a que pertence cada amostra, é possivel derivar regras de
classificagdo, com base em medidas das varidveis relativas
a cada espécie. Esse processo é conhecido como aprendiza-
gem supervisionada. A seguir, a partir de medidas relativas
s amostras desconhecidas, pode-se classificd-las pelas regras
estabelecidas a partir do conjunto de treinamento.

Em alguns casos ndo se possui um conjunto de treina-
mento, ou ainda dispomos de informagdo suficiente sobre

INTELIGENCIA ARTIFICIAL

— | LY——

——————— T

RECONHECIMENTO OE PADROES

PARAMETRICA
L MAG PARAMETRICA 1

APRENDIZAGEM E
CLASSIFICACAD

L SUPERVISIONADD

| | NRO SUPERVISIONADD I

Fig. 1 — A posi¢gdo do reconhecimento de padrdes no campo
da inteligéncia artificial.

*do inglés “pattern recognition and pattern cognition”.
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o sistema, para se prever o nimero de categorias esperado
para um grupo de amostras. Nesse caso utiliza-se a conheci-
mento de padrdes, que é uma forma de aprendizagem nido
supervisionada. O método de conhecimento de padrdes
mais empregado é o de andlise de agrupamentos de dados,
que procura classificar num mesmo subgrupo as amostras
mais semelhantes entre si.

A classificagdo ndo é o vnico objetivo do reconhecimen-
to de padrdes. Em geral, deseja-se obter uma compreensao
mais profunda da natureza do problema estudado. Por
exemplo, através do reconhecimento de padrdes, pode-se
facilmente descobrir quais parametros fisico-quimicos (caso
existam) s3o importantes para discriminar entre drogas
ativas e ndo ativas biologicamente. Entretanto, essa infor-
mag3o ndo satisfaz plenamente. O que se deseja, em geral,
¢ saber por que esses parametros sao importantes e como
eles variam quantitativamente com a atividade biol6gica
da droga. Para tratar esses problemas mais complexos,
envolvendo sistemas biologicos, misturas de produtos
naturais, problemas ambientais e outros, existem poucas
teorias bem estruturadas e que sejam suficientemente exa-
tas para contribuir para a solu¢do dos problemas. Nesses
casos, as teorias mais flexiveis mas apenas localmente va-
lidas, como as fornecidas pelo reconhecimento de pa-
drGes, podem resultar em maiores contribui¢es.

A idéia bésica de reconhecimento de padrdes é de ficil
compreensio. Cada objeto ou amostra, k, de um conjunto
de dados, pode ser descrito por um conjunto de proprie-
dades ou caracteristicas, representadas pelas variaveis,
i=1,2..... p. O objeto k corresponde ao ponto (X} 1,
Xk o - - Xki kp)> UM espago p-dimensional,
conforme 11ustra a ﬁgura Zp Quanto mais préximos este-
jam dois pontos num espago p-dimensional, mais semelhan-
tes serdo as amostras relativas a esses dois pontos. Mate-
maticamente, isso é expresso pela equagdo:
onde S, representa a similaridade entre os pontos k e 1
e dyq a distancia (Euclidiana ou ndo) entre esse ponto>°
O termo (dy1)max Tepresenta a maior distincia entre qual
quer par de pontos no conjunto em estudo; a escala de simi-
laridade vai entdo de zero (nenhuma similaridade) até um
(identidade).

Xiss

xi+z

Fig. 2 — Representacio grifica do ponto relativo a k-ésima amos-
tra, com varidveis (Xk1, Xk2, - - - Xki - - -XKp)-



O quimico, talvez sem se dar conta, faz rotineiramente
medidas multivariadas com grandes valores de p. Por exem-
plo, os espectros de massa, de RNM, Raman, infravermelho
e outros, que sio manifestagOes em infinitas dimensGes das
varidveis relacionadas a natureza da amostra, podem ser
facilmente expressos, de forma aproximada, por 100 ou
mais valores discretos de varidveis. Existem instrumentos
analiticos, como o espectrdmetro de emissdo de plasma ji
mencionado, que fornecem rotineiramente as concentra-
¢oes de 20 elementos diferentes, simultaneamente. Inime-
ras técnicas utilizadas em quimica fornecem dados multi-
variados e pode-se esperar que o nimero delas cresca no

futuro. :
Com valores crescentes de p e com um mimero cada vez

maior de amostras a serem analisadas diariamente, é neces-
sdrio utilizar um computador digital para armazenar, mani-
pular e ordenar a informagio quantitativa recebida. O ho-
mem, embora sua memoéria deixe muito a desejar, excede
em muito o computador na capacidade de identificar ten-
déncias ou padrdes. Por essa razdo, um bom método de re-
conhecimento de padroes combina a infalivel memoéria do
computador (para cdlculos no espago p), com a inata habi-
lidade humana em reconhecer padrdes (por meio de proje-
¢oes em espago bi ou tri-dimensional), a fim de resolver pro-
blemas multivariados. Os programas elaborados para gran-
des computadores ou para microcomputadores, ndo fazem
outra coisa sendo otimizar a capacidade do sisterna homem-
mdquina para resolver problemas de reconhecimento de
padrdes.

A tltima versdo do programa ARTHUR?! para compu-
tadores de grande porte e o SIMCA/3B3? para micros, sdo
indicados para problemas de reconhecimento de padrdes
em quimica. Esses programas podem ser adquiridos a pre-
¢os relativamente baixos. O ARTHUR/75, o primeiro pro-
grama de reconhecimento de padrdes utilizado em nosso
laboraté6rio, ndo € protegido por direitos autorais; por essa
razio, enviaremos com prazer copias do ARTHUR/7S a
laboratorios interessados na América Latina.

Para a manipulagdo apropriada dos dados multivariados,
deve-se armazend-los numa matriz de dados do tipo indica-
do na figura 3. Cada linha contém todos os valores das va-
ridveis para uma dada amostra, enquanto cada coluna for-
nece o valor de uma varidvel para todas as amostras. Em

variavel
’I 2 ....... i ....... p
o 1 X X X. . eoeees X
N n % 1i p
] 2 X X X X
e
Pt e 24 2
0 . : Do :
X X2 Xy = Xxp
r X)“] XrZ ceeee Xri ..... xrp

Fig. 3 — A matriz de dados, X. O elemento Xj corresponde ao
valor da varidvel i para a amostra k.

outras palavras, o indice das linhas indica a amostra e o das
colunas, a varidvel.

Antes de aplicar os métodos de reconhecimento de pa-
drdes aos elementos da matriz de dados, esses dados sdo em
geral pré-processados. Esse estigio- do reconhecimento de
padrdes costuma ser complicado, podendo incluir redugdo
de varidveis e detecgdo de pontos deslocados (outliers).
Normalmente, o primeiro passo do pré-processamento en-
volve um escalamento, a fim de que cada varidvel receba o
mesmo peso inicial nos cdlculos. Isto se consegue por meio
de uma transformagdo das varidveis, de forma que o valor
médio e a varianga (o quadrado do desvio padrdo) sejam O e
1, respectivamente. Esse tipo de escalamento assegura que
as influéncias relativas. das diferentes varidveis sobre os cdl-
culos, sejam independentes das unidades dessas varidveis.

A redugdo de varidveis permite eliminar os valores que
ndo sejam relevantes para a classificagdo desejada. Uma
maneira de se fazer essa redugdo, consiste em decidir se um
valor é mantido ou eliminado da matriz de dados. Pode-se
também aplicar um método mais suave, calculando o peso
de varianga®® ou o peso de Fisher®® para cada varidvel,
num par de categorias.

O peso de Fisher para a varidvel i e para amostras das ca-
tegorias p e q, pode ser calculado da seguinte maneira:
divide-se o quadrado da diferen¢a dos valores médios da
varidvel i para as classes p e q, pela soma das variangas
dessa varidvel nas duas categorias, ou seja:
. _ X - Xi(9)
Wodd=—""—"% (15)

Pq S7(p) +81 (9

O conceito do peso de Fisher estd ilustrado na figura 4.
Seu valor aumenta com o aumento do numerador da ex-
pressio 15. Em outras palavras, quanto mais separados os
valores da varidvel para as duas classes, mais importantes
serd essa varidvel para discriminar os objetos das classes p e
q. O valor do peso de Fisher aumenta também quando di-
minuj a soma das variangas dentro de cada classe. Variangas
pequenas correspondem a picos mais estreitos na figura 4.

Xilg)—X;(r)

Fig. 4 — O peso de Fisher para a varidvel i e para as classes q e
1, é dado pela equagdo 15.

As varidveis que exibem picos mais estreitos apresentam
maior resolu¢do na separagdo das categorias ou classes.
Assim, quanto maior o peso de Fisher, maior o potencial
discriminatorio da varidvel i para as classes p e q. Pode-se
calcular o peso de Fisher para cada varidvel, simplesmente
tomando a média dos pesos obtidos na equagdo (15), para
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TABELAI

Valores de peso de varianga para a discriminagfo de trés categorias de 4gua mineral.

SNxL2 SNxV? LxVv?2

Elemento Peso Elemento Peso Elemento Peso
Na 2,6 K 7,0 K 39
Si 24 Na 2,3 Si 1,5
K 2,1 Ca 1,5 Mg 1,1
Ca 14 Si 1,2 P 1,1
Mg ’ 1,2 Mg 1,1 Ca 1,0
P ’ 1,0 | 4 1,0 Na 1,0

a) Categorias: SN = Serra Negra; L = Lindéia e V = Valinhos

Para cada par de categorias os pesos de varianga dos elementos sdo dados em ordem de valor decrescente.

todos os pares de categorias. Esses pesos médios podem en-
tdo ser multiplicados pelos valores das varidveis auto-esca-
ladas:

Xki = Wi Xii (16),
para se obter valores ponderados das varidveis, X’ki, o que
pode facilitar a separagdo das amostras em suas categorias
apropriadas.

O peso de varianga tem a mesma fun¢do que o de Fisher.
Para as classes p e q, o peso de varianga é calculado dividin-
do a varianga interclasse pela soma das variangas intraclasse.

Os pesos de varianga calculados para concentragSes de
seis elementos encontrados em 4guas minerais correspon-
dentes a trés categorias, Serra Negra, Lind6ia e Valinhos,
estdo na Tabela 1. Note que os pesos para as concentragdes
de sodio e potdssio sio relativamente elevados para quase
todos os pares de categorias, indicando o elevado poder de
discrimina¢do dessas variaveis. Por outro lado, as concen-
tragdes de magnésio e fosforo sdo de pouca relevincia para
a separacdo de amostras das trés categorias.

Em geral, consideramos recomenddvel o escalamento em
quase todas as aplicagbes de reconhecimento de padrdes.
Calculamos sempre os pesos de varianga e de Fisher, o que
nos permite julgar a importincia relativa de cada varidvel
na separagdo das categorias. Entretanto, temos evitado o
emprego das varidveis ponderadas nos cilculos, o que leva-
ria a uma maior percentagem de classifica¢Bes corretas, mas
poderia for¢ar um tipo de resultado.

METODOS DE RECONHECIMENTO DE PADROES

Andlise de Discriminante Linear — LDA (Linear Discri-
minant Analysis). A anilise de discriminante linear (LDA),
consiste em procurar uma fungdo linear que permite distin-
guir os pontos relativos a dados de duas categorias diferen-
tes®. Se existe tal fungdo, dizemos que os pontos perten-
centes s duas categorias sdo linearmente separdveis. Ndo é

dificil estender essa andlise a n categorias, utilizando (n-1) -

fungGes lineares capazes de separar cada uma das n catego-
rias das demais.
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Xi+2
Fig. 5 — A técnica de anilise de discriminante linear. Determina-
se os centros de gravidade para as duas categorias, defi-
nidas por circulos e quadrados. O plano de decisdo é tra-

¢ado perpendicularmente a linha que une os centros
de gravidade, numa posi¢do eqiidistante a esses centros.

Uma das maneiras mais simples para se obter uma fun-
¢30 linear discriminat6ria estd ilustrada na figura 5. Deter-
mina-se os centros de gravidade para as categorias, unindo-
os posteriormente por uma linha reta. O plano de decisdo
ou fun¢do de discriminante é o perpendicular a essa reta,
eqiiidistante dos centros de gravidade. O espago fica entdo
dividido em duas regides, R; e R,. Se um ponto referente
a uma categoria ignorada aparece na regido R, é classifica-
do como pertencente a categoria 1; se aparece na regiio
R,, 4 categoria 2. Num espago tridimensional, temos um
plano de discriminagdo. Num espago de quatro ou mais

dimensdes, a superficie de decisdo serd um hiperplano m-1,

onde m é o nimero de dimensdes (ou varidveis). Note-se
que as amostras s3o sempre classificadas como pertencen-
tes a uma ou outra categoria. Esse tipo de andlise discri-
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Fig6 — Por meio de métodos iterativos podese tragar um plano ou hiperplano, que separa as duas categorias. O esquema deste método

iterativo para um classificador linear e bindrio ¢ dado nesta figura.

minatoria ndo contempla a possibilidade da amostra em
estudo pertencer a uma categoria ainda ndo definida. Mui-
tas variantes foram propostas para o cilculo de fungdes
de discriminantes lineares, descritas em virios textos.
Mdquina de Aprendizagem Linear — LLM3* (Linear
Learning Machine). Conforme se observa na figura 5, os
pontos relativos a duas categorias podem ser separados li-
nearmente por um hiperplano, cuja posi¢do é determinada
por um processo iterativo, cujo esquema computacional é
apresentado na figura 6. '
O termo “miquina de aprendizagem” tem origem nos
esforcos iniciais, na década de 60, para sé¢ obter circuitos
eletronicos capazes de discriminar categorias. Presentemen-
te, todos os classificadores em uso no reconhecimento de
padrdes, constituem-se em algoritimos computacionais. O
LLM apresenta as mesmas desvantagens ji apontadas no
LDA. Ademais, tanto um como outro método requerem
que a relacdo entre o nimero de amostras e o de varidveis
seja de pelo menos 5, para uma separagdo entre duas ca-
tegorias. Apesar disso, dados que apresentam variagGes

aleat6rias (ruido) podem ser separados em duas categorias,
com essa relagao mantida em 235,

Regra do Vizinho Mais Proximo — KNN3¢_(K-Nearest
Neighbor). ’

A idéia bisica do KNN est4 ilustrada na figura 7. Utili-
za,se um conjunto de treinamento para distribuir os pontos
entre as classes. Entretanto, nesse estigio de treinamento,
ndo se determina nenhuma fungio matemdtica, como se fez
no LDA e no LIM. Aqui, o que se faz é classificar um
ponto na mesma categoria que seu vizinho mais préximo.
E interessante utilizar mais que um vizinho mais préximo,
pelo que as rotinas de classificagdo dos programas de com-
putador determinam normalmente K vizinhos mais proxi-
mos, onde K pode variar de 1 a 10.

Existem muitas vantagens no KNN, com relagdo a outros
métodos de reconhecimento de padrdes. Por exemplo, dis-
tribui¢Bes bimodais que ndo sdo linearmente separdveis, po-
dem ser classificadas com sucesso pelo KNN. Além disso,
ndo é necessdrio aqui manter a relagdo entre o mimero de
amostras e o de varidveis em 5, como nos dois casos anterio-
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Fig. 7 — A classificagiio de uma amostra com categoria desconhe-
cida é feita com base nas categorias dos seus vizinhos

mais proximos.

res. Entretanto, o KNN nio é capaz de sugerir que uma
amostra possa pertencer a uma categoria ainda ndo defini-
da. -

_A filosofia do KNN também é diferente do LDA e do
LLM. Nesses dois métodos, o que se busca é uma separagao
entre categorias. O KNN, por outro lado, ¢ um exemplo de
modelo de similaridade. As amostras do conjunto de trei-
namento mais similares 4 amostra em estudo, servem como
referéncia para sua classificagdo.

O problema de identificacdo de fontes de d4gua mineral
do estado de Sdo Paulo, pode servir como exemplo da capa-
cidade de classificagdo da regra do vizinho mais préximo.
Durante o periodo de um ano, foram colhidas 116 amostras
de dgua mineral das regides de Serra Negra, Lindbia e Vali-
nhos®”. Em cada uma dessas regides existem varias fontes.
Entretanto, a distincia entre as trés regides (= 20 km),
¢é bem superior 3 que existe entre as fontes de cada regido
(=~ 2 km).

Se os ambientes geoldgicos das fontes dessas trés regices
forem diferentes, deve ser possivel identificar as fontes de
dgua mineral, com base na concentragio de metais presen-

TABELA II

Resultados da regra do vizinho mais préximo para as amostras do conjunto de treinamento e conjunto de teste.

CONJUNTO DE TREINAMENTO
Categoria® N de amostras? NO de amostras classificadas incorretamente
INN® 3NN 5NN 7NN 9NN

SN 46 4 4 3 3 3

L 31 2 3 4 3 3

\% 39 0 5 4. 6 6
Total 116 6 12 11 12 12
% de classifica¢do correta 95 90 91 90 90

CONJUNTO DE TESTE 4
Fonte Embalagem gategona Classificagdo obtida
orreta
INN 3NN SNN 7NN 9NN

N. Sra. Aparecida garrafa plastica SN SN SN SN SN SN
N. Sra. Aparecida garrafa pléstica SN SN SN SN SN SN
N. Sra. Aparecida garrafa plistica SN - SN SN SN SN SN
Sdo José garrafa plistica L L L L L L
Sao José garrafa plistica L L L L L L
Sao José copo pldstico L L L L L L
Sao José copo pléstico L L L L L L
Sdo Sebastido garrafa de vidro L L L L L L

a) As categorias SN, L e V referem-se-a 4guas minerais de Serra Negra, Linddia e Valinhos, respectivamente.
b) Nimero de amostras obtido diretamente das fontes correspondentes as trés categorias, durante um periodo de um ano.
¢) KNN representa a regra de vizinho mais proximo utilizando K =1, 3, 5, 7 ¢ 9 vizinhos mais proximos.

d) As amostras foram obtidas em supermercados, bares e distribuidoras de 4gua mineral. As fontes e as categorias supostamente corretas sio

aquelas indicadas nos rotulos das garrafas e copos.
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tes nas amostras de dgua. Utilizando espectroscopia de emis-
sdo de plasma de argdnio, foram analisados 18 elementos
nas amostras de dgua, e suas concentragdes determinadas.
Apenas seis elementos se apresentaram em concentragoes
acima do limite de detec¢do em todas as amostras, e foram
entdo utilizados para o estabelecimento de um conjunto
de treinamento. Foi possivel obter 90% de classificagdo
correta das amostras das trés categorias, para até K = 10
vizinhos mais préoximos (Tabela II).

Como conjunto de teste foram utilizadas amostras de
dgua mineral comercializada em garrafas de vidro e de
plastico e em copos plisticos. Os resultados da classifica-
¢do, mostrados na Tabela II, claramente atestam a autenti-
cidade das amostras estudadas. ‘

Regra de Alocagido — ALLOC (Allocation Rule)3®

Esse método é semelhante ao KNN, mas ao invés de cal-
cular distancias entre os pontos referentes a amostras des-
conhecidas e os referentes ao conjunto de treinamento, o
método cria um potencial em cada ponto do espago defini-
do pelas varidveis, resultante da contribui¢do de cada ponto
do conjunto de treinamento®®. Cada amostra do conjunto
de teste ocupard um ponto nesse espaco e serd classificada
como pertencente 4 categoria que apresentar maior poten-
cial nesse ponto.

SIMCA

Entre todos os métodos de reconhecimento de padroes
discutidos no Semindrio de Estudos Avan¢ados em Quimio-
metria, patrocinado pela OTAN em Setembro ultimo, o
SIMCA foi o que despertou maior interesse3 2.

SIMCA ¢ a sigla para “Soft Independent Modelling by
Class Analogy”. Entretanto, um titulo mais descritivo seria
“Modelos Independentes de Similaridade Utilizando Com-
ponentes Principais”. Esse método apresenta notdveis van-
tagens para a classificagfio por categorias, quando compara-
do aos outros métodos descritos. Baseia-se na andlise de
componentes principais, jd discutida na se¢do RESOLU-
CAo.

Considere o arranjo de pontos ilustrado na figura 8. No
sistema de coordenadas original, tanto a dimensdo X; como
a X, sdo importantes, uma vez que uma parte significativa
da varianga das amostras estd representada em cada eixo.
Por outro lado, os pontos se dispdem segundo uma relagao
linear, o que permite o uso de um modelo de componente
principal, utilizando apenas um eixo capaz de descrever
adequadamente a estrutura dos dados. Isso é uma forma de
pré-processamento dos dados, podendo também ser enten-
dida como um método de redugio de varidveis. O novo sis-
tema de coordenadas obtido pode ser relacionado com o
original, por uma simples rotag¢do.

A posi¢do dos eixos do novo sistema de coordenadas
é determinada através da diagonalizagdo da matriz de
covarianga, como descrito anteriormente; os valores dos

dados no novo sistema de coordenadas, 8, sio fornecidos
—

pelo autovetor 8
Bt em:

i obtido de uma das colunas da matriz

0=xg' an

Na se¢io RESOLUCAO, a matriz de dados representada
por A dizia respeito ao caso especifico do uso de absorvan-
cias. Aqui, a matriz X diz respeito a uma matriz de dados
genérica. Para o caso bidimensional ilustrado na figura 8

—
X2

4 V]
62 00

— L. 7
g = "
2
B
Fig. 8 — A diagonalizagdo da matriz de covarianga resulta em um
novo sistema _c})e co&rdenadas, especificadas pelos veto-

res unitirios 3 e 5. O primeiro autovalor reflete qua-
s;c) toda a varianga dos dados na diregdo especificada por

1. O valor transformado do ponto (X1, X3) é dado por
@4, 0y.

o autovalor A; € cerca de 10 vezes maior que A,, ou seja,

cerca de 90% da varianga total € expressa pelo eixo do com-
—>

ponente principal, 8, sendo os restantes 10% atribuidos
- -> >

a f3,. Como B, e 8, sdo autovetores, devem ser mutuamen-
te ortogonais e os eixos devem guardar entre si um ingulo
de 900.

O método SIMCA ¢ um esquema de classificagdo por
modelo de similaridade. Se repetirmos medidas multivaria-
das de um mesmo objeto, os valores obtidos para uma varia-
vel devem diferir entre si apenas pelo erro experimental,
¢ podem ser expressos por:

xki=01i+eki (18)9
k=1,2,...n
i=12,...p

onde oy representa o valor médio para a varidvel i e ey é
o erro experimental da varidvel i para o objeto k. Esse mo-
delo, de pouca aplicagdo pritica, é um modelo de zero
componentes ¢ pode ser representado no espago p por
uma hiperesfera de raio S, conforme se vé na figura 9.

So € o desvio padrdo dos residuos,

p
= 2 2 ek [0-A) @A) (19),

i=1 k=

onde o denominador da equagdo representa o nimero de
graus de liberdade. Se este modelo for aplicado para obje-
tos similares mas ndo idénticos €y € So aumentardo porque
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os residuos conterdo erros de modelagem além de erros
de medida. Nesse caso é necessdrio um modelo mais sofisti-
cado de um componente, a fim de descrever a estrutura
mais complexa dos dados:

X =@t 0k Bitey

Os valores de 6 e (8 nessa equagao compdem inicialmen-
te as matrizes (n.l) fe ﬂ Geometricamente, o modelo
pode ser representado por um hipercilindro no espago p
(figura 9). O eixo do cilindro corresponde nesse modelo
ao componente principal, que é o eixo de maior varianga,
-

B;; o raio do cilindro é dado por S,. A posigdo relativa de
cada ponto ao longo do eixo do componente principal é
dada pelo valor de 6.

Xi+1
\

Xis2

Fig. 9 — Representagio geométrica dos modelos de zero (hiperes-
fera), um (hipercilindro) e dois (hipercaixa) componen-
tes, utilizados na classificagio SIMCA.

Para dados cuja estrutura é ainda mais complexa, é ne-
cessario um modelo de dois componentes.

X = 0+ 01y Byt 0y Bojtey (21)
i=12...p
k=12...n

Essa equag@o é representada geometricamente na figura
9 por uma caixa no espago p cujo comprimento e largura
sd0 determinados pelos desvios padroes dos pontos ao longo
dos dois componentes principais, e a profundidade é 2 S,.

Em geral, para estruturas de dados muito complexas,
utiliza-se um método com A componentes.

A

xk=°‘i+a£10ka ﬁai+eki (22)

Essa equagdo representa uma hipercaixa no espago p. O
valor do objeto k projetado no eixo do componente princi-
pal a é dado por 6 ,, enquanto B ; representa a velocidade
de variagdo da varidvel i devida a variagbes unitirias no
a<simo componente principal.
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(20)

Os dados do conjunto de treinamento sdo utilizados para
determinar o modelo de cada categoria. Para a determina-
¢3o do mimero apropriado de componentes principais,
pode-se utilizar técnicas de “Cross-Validation”. O modelo
aplicado a cada categoria é totalmente independente do
das outras. Também o mimero de componentes necessi-
rios para descrever os dados pode variar de uma categoria
para outra, dependendo do grau de complexidade da estru-
tura dos dados em cada caso, como se vé na figura 9.

Terminada a modelagem, resta classificar os pontos
correspondentes a amostras desconhecidas. Esse processo
¢é exemplificado na figura 10, por proje¢des bidimensionais
de dois modelos de um componente. Os valores Sp! e dp®
mostrados na figura, representam a menor distancia entre
um ponto de teste e o eixo do componente principal de
cada categoria. Esses valores, por conveniéncia computa-
cional, sdo determinados por técnicas de regressdo linear.

VARIAVEL 2

A
/

> VARIAVEL 1

Fig. 10 — Uma projecio de dois modelos de um componente
(A = 1), num plano de duas varidveis. O ponto de teste,
representado pelo tridngulo, pertence a uma categoria
desconhecida. O modelo ird classifici-lo em uma das ca-
tegorias, por comparagdo entre as distincias do ponto
aos componentes principais, Sp(1) e dp(2), com os des-
vios padrdes, S¢.

Podemos agora, uma vez descrito o método SIMCA,
ilustrar suas vantagens com relagdo aos outros métodos. O
SIMCA ¢ capaz, por exemplo, de indicar quando um ponto
referente a uma amostra ndo pertence a nenhuma das cate-
gorias classificadas, indicando-o0 como um ponto deslocado
(outlier) ou membro potencial de uma categoria ainda ndo
definida. Esse é o caso mostrado na figura 11. Todos os
pontos situados dentro das hipercaixas, sio classificados
como pertencentes 4 categoria definida por seu hipervo-
lume; o ponto indicado pelo tridngulo, é acusado como
um ponto deslocado e ndo pertencente a nenhuma catego-
ria definida. Todos os outros métodos de reconhecimen-
to de padrdes descritos, classificariam incorretamente esse
ponto, como pertencente a uma das categorias definidas
no conjunto de treinamento.

Outra vantagem do SIMCA € a sua aplicagdo a proble-
mas do tipo ilustrado na figura 12. Os pontos (indicado por
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Fig. 11 — A idéia de um ponto deslocado. As amostras assinaladas
com circulos e cruzes nas hipercaixas, pertencem a ca-
tegoria definidas. A amostra assinalada pelo tridngulo
situa-se fora das hipercaixas, e € considerada como per-
tencente a uma terceira categoria ainda nio definida.
Todos os outros métodos de reconhecimento de pa-
drdes considerariam o tridngulo como pertencente a
uma das categorias definidas a priori.

X
X
X
X X
X
X » X
X X
X
X X X
X
Xis2
Fig. 12 — Uma categoria bem definida (representando, por exem-

plo, um produto industrial de alta qualidade) circundada
por uma outra, espalhada no espago p (como seria de
se esperar para produtos de qualidade ndo controlada).
O método SIMCA pode ser aplicado a esse tipo de pro-
blema assimétrico, enquanto outros métodos; exceto o
KNN e 0 ALLOC, n3o podem ser aplicados.

“0”) aqui representados podem ser relativos a um produto
manufaturado de especificagdes bem definidas, ou a um
produto que apresente atividade biolégica especifica. E
razodvel esperar que os produtos de boa qualidade sejam
resultantes de um controle de qualidade severo, e seus pon-
tos se disponham no espago definido por um hipercilindro
ou uma hipercaixa. Por outro lado, os produtos de ma qua-
lidade ou de baixa atividade biol6gica devem estar disper-

sos numa faixa ampla, e seus pontos (indicados por “x”)
muito provavelmente deverdo se situar fora dos limites
especificados pelo modelo do SIMCA. Nos métodos de re-
conhecimento de padrdes descritos anteriormente, s6 €
possivel definir uma classificacio quando o conjunto de
treinamento apresenta duas ou mais categorias bem defini-
das.

Finalmente, o SIMCA pode ser aplicado a casos onde o
nimero de amostras, n, é bem menor que o de varidveis,
p, uma vez que o nimero de graus de liberdade, dado por
(p-A) (n-A-1), aumenta tanto com o nimero de amostras
como com o de varidveis. Conforme ja vimos, o LDA € o
LLM sdo especificamente limitados nesse sentido.

Temos encontrado grande eficiéncia no método SIM-
CA, na classificagdo de dlcoois primarios, secunddrios e
tercidrios, com base nas intensidades e freqiiéncias de seus
espectros, no infravermelho. Hi um considerdvel interes-
se em saber se as freqiiéncias ou as intensidades contém
maior informagdo relevante na classificagdo desses dlcoois.
As tabelas de freqiiéncias caracteristicas no infraverme-
Iho tém sido muito utilizadas em analise orginica qualita-
tiva; entretanto, pouco tem sido feito no sentido de rela-
cionar o comportamento de intensidades com o tipo de
molécula estudado.

Dados de espectro infravermelho para 33 dlcoois alifa-
ticos (10 primdrios, 11 secunddrios e 12 tercidrios) foram
obtidos da biblioteca Sadtler e digitalizados manualmente.
Foram utilizadas como varidveis, oito freqiiéncias e quatro
intensidades relativas. A matriz de dados obtidos foi portan-
to de dimens@o 33 x 12. O método SIMCA aplicado a essa
matriz de dados, forneceu 97% de classificagdo correta. Os
pesos de Fisher indicam que os valores de freqiiéncia sdo
extremamente importantes na separagdo dos dlcoois tercii-
rios das outras duas categorias. Em particular, as freqiién-
cias que mais pesam nessa separa¢do estdo na regido de de-
formagdo -OH e do estiramento ~OH. Os dados relativos
a intensidade, a despeito de sua importincia secundiria
nesse exemplo, contribuem na separagdo dos dlcoois prima-
rios e secunddrios.

Relagdo Entre Dois Blocos. Considere o caso de termos
duas matrizes de dados, X e Y como se vé na figura 13. E
interessante pesquisar alguns fatores interblocos, ou ten-
déncias principais de varia¢gdes que sejam comum aos dois
blocos de varidveis, desprezando-se os fatores ndo comuns,
especificos do bloco X ou Y, onde se inclui os erros expe-
rimentais aleatdrios caracteristicos de cada varidvel de um
bloco. Sob condi¢Ses ideais, e considerando as varidveis do
bloco Y como dependente, € possivel prever o valor dessas
varidveis, em fungdo das varidveis independentes do bloco
X. A tabela II traz vdrios exemplos de blocos X e Y.

Se a matriz de dados Y contém apenas uma varidvel
(por exemplo, a atividade biolégica de uma droga) e o blo-
co X apresenta um conjunto multivariado (parametros fisi-
co-quimicos da droga, por exemplo), o primeiro impulso
que se tem é o de tentar uma regressdo linear miltipla para
se obter Y a partir dos valores de X, como:

y =b1xl +b2X2 +..... b x (23)
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TABELA III
Alguns exemplos de relacionamento entre varidveis, nos Blocos Xe Y

Bloco )_(

Bloco Y

ConcentragGes totais de metais em amostras de solos.

Intensidades espectrométricas relativas as concentragoes.

ConcentragGes de agronutrientes em solos.

Valores Tebricos calculados para energia, momento de
dipolo, parametros espectroscopicos, etc.

ConcentragSes de espécies que mostrem ser importantes
na determinag@o da qualidade dos alimentos.

Concentragbes de metais soliveis nas amostras de solos.

Concentra¢des quimicas para multicomponentes determi-
nados usando anilises cldssicas.

Concentragbes desses nutrientes em plantas cultivadas
nesses solos.

Parimetros moleculares experimentais (energia, momento
de dipolo, parametros espectroscopicos, etc.).

Indicadores multivariados de qualidade de alimentos (sa-
bor, textura, dogura, aspecto, etc.).

X Classe v

variavel
V2 *roef avesenenaes P V2 covef vocnnnnnsns [y
1 1
o 2 4
b .
3 1
e .
t
° P v e e e = e - e e e e e e -
2
k s . i J
e ] : e ] :
__________ 4 : IS -
v r

Fig. 13 — A matriz Y ¢ montada de tal forma que os objetos apre-
sentem a mesma ordem que na matriz X. Assim, todos
os objetos da categoria 1 sdo seguidos de todos os da
categoria 2, e assim por diante. As varidveis dos blocos
Y ¢ X sdo normalmente consideradas dependentes e in-
dependentes, respectivamente.

Entretanto, a regressdo muiltipla s6 pode ser rigorosa-
mente aplicada quando as varidveis X forem ortogonais
entre si. Do ponto de vista te6rico, a methor solugio é uma
andlise de componentes principais com os dados do bloco
X e uma regressdo para Y pelos valores do componente
principal

y=b'0,+b%0,+..... b0 (24)

 Os valores de 0 n3o s3o apenas mutuamente ortogonais,
como também apresentam varianga maximizada, permitin-
do a utilizagdo de um niimero menor de varidveis (a < p),
sem perda de informagio estatistica significativa, o que
parcialmente resclve a dificil questdo de decidir quais varii-
veis independentes devem ser incluidas na regressdo. Se o
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bloco Y contiver mais que uma varidvel, a anilise de compo-
nentes principais deverd ser efetuada para os dados da ma-
triz X e da matriz Y. A relagdo entre os componentes prin-
cipais de cada bloco serd ilustrada na figura 14.

'l
——eecsoed

Fig. 14 — Na fase de treinamento, sio montados modelos seme-

thantes ao de componentes principais, para descrever as
classes X e Y. Seus eixos sdo levemente deslocados, para
melhorar a correlacio entre os valores de t ¢ u.
Na fase de teste ou de previsio, o novo objeto (asteris-
co) € classificado ou n3o numa categoria, de acordo com
sua posi¢io dentro ou fora do intervalo de tolerincia
da categoria, no espaco X. A posigdo do objeto na parte
X do modelo, ou seja, ao longo do eixo t, é utilizada na
curva u x t, fornecendo uma previsio do valor de u para
o objeto. Esse valor € utilizado no espago Y para forne-
cer previsdes dos valores das variveis y.



Suponha a andlise SIMCA realizada separadamente nas
matrizes X e Y. Cada categoria de dados é agora tratada in-
dependentemente. Por razdes diditicas, vamos ainda supor
que os dados de X e Y sejam adequadamente descritos por
modelos de um componente. Dessa forma, os conjuntos de
dados de X e Y podem ser representados por hipercilindros
no espago p, como se vé na figura 14. Os eixos dos compo-
nentes principais estdo indicados pela linha pontilhada, ¢
ndo coincidem com o eixo do cilindro, por razdes que serdo
apontadas mais adiante. As equagdes do método SIMCA
para os dois blocos sio: '

A

xg=o+ T O Bytey (25)
€
A

(26)

.= Q. .+ .
Ykj a]+a£1nkaﬁa] €kj

No nosso exemplo simplificado, A =1 e podemos entdo
fazer um gréfico dos valores de 6, contra .. Em casos
favordveis podemos esperar uma relagdo linear entre os valo-
res de my, € 8y.,, 0 que nos permite relacionar os dados dos
blocos X e Y ou seja, podemos obter valores de 1 por re-
gressdo dos dados de 0.

O método dos minimos quadrados parciais (PLS-partial
least squares) proposto por H. Wold*?, permite a relagdo
interblocos. Os dados do bloco X sdo ponderados a partir
das informagGes obtidas do bloco Y e vice-versa, pelo que
os eixos originais dos componentes principais sdo ligeira-
mente inclinados, maximizando a correlagdo entre os com-
ponentes dos dois blocos. Por essa razdo o eixo do cilindro
da figura 14 ndo coincide com o eixo original do compo-
nente principal. Os valores das proje¢des dos dados de X e
Y sobre os eixos dos cilindros, sdo designados por t e u, res-
pectivamente.

Considere agora um objeto para o qual se conhece as
varidveis X, mas nio Y, (como por exemplo o indicado
por*, na figura 14). As varidveis Y podem ser estimadas da
maneira que segue. Um ponto relativo a um dado de X é
projetado sobre o eixo do cilindro em seu proprio espago,
fornecendo um valor de t. Esse valor é transposto para o
grifico de u contra ¢ (n contra 8, antes da rotagdo dos
eixos), de onde se obtém o valor de u correspondente
(uy, = d, ty, + ey). Uma vez localizado o valor de u no
eixo do componente principal do bloco Y, pode-se prever
os valores das varidveis y correspondentes, por proje¢dao
sobre os eixos originais.

CONHECIMENTO DE PADROES

Nem sempre é possivel utilizar um conjunto de treina-
mento como referéncia para resolver um problema de clas-
sificagdo. Pode ocorrer, por exemplo, que nio se disponha
de informag®es necessdrias 4 classifica¢do, tais como a ori-
gem da amostra e outras. Mesmo assim, pode ser importante

* (Veja a equagio 14).

determinar quais amostras so mais semelhantes entre si.
Existem métodos, baseados no conceito de similaridade ja
mencionado, capazes de realizar a classificagio sem utilizar
um conjunto de treinamento; s3o os métodos de aprendiza-
gem ndo supervisionada.

Métodos do tipo do SIMCA podem ser utilizados nes-
ses casos. Pode-se, por exemplo, utilizar uma projegdo da
anilise de componentes principais no espa¢o p, num espago
de duas ou trés dimensdes. Por simples inspeg¢do visual, po-
demos identificar os arranjos dos dados em grupos distin-
tos. Fazemos entdo uma classificagdo tentativa dos dados,
que pode a seguir ser verificada pelo método SIMCA.

Hi no entanto métodos aplicdveis apenas a problemas
de aprendizagem ndo supervisionada. Um exemplo s3o as
técnicas de agrupamento hierarquico®.

E muito comum a utilizagdo da equagdo 14 como uma
medida de similaridade. Isto é feito por inspegdo dos dados
da matriz de similaridade*, até se encontrar dois pontos de
similaridade méxima (menor distancia), no espago p. Esses
dois pontos sdo eliminados e substituidos pelo seu centro
de gravidade. A matriz de similaridade é reduzida em uma
dimensdo, e entdo se procura pelo préximo par de pontos
com a mais alta similaridade. H4 védrias maneiras de tratar
o centro de gravidade ji obtido, mas matematicamente
ele ¢ simbolizado como um outro dado. O processo conti-
nua até que se tenha obtido um grande agrupamento de
dados.

Talvez a idéia fique mais clara observando-se a figura 15,
que se refere a 30 amostras de dgua mineral obtidas de seis
fontes distintas na cidade de Lind6ia®®>37. Cada linha verti-
cal a base refere-se a uma amostra; a ordenada apresenta va-
lores de similaridade calculados pela equagdo 14.

Qal
14
L

ar

sk {3
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-] )
3. 413

Qs
T
Qas

& ® ® ®)
St 48
sf 18
st 13
st [lﬂ 18
s ‘2
AMOSTRAS

Fig. 15 — Diagrama correspondente is amostras de dgua mineral
da cidade de Lindbia.
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Deve-se notar que a amostra V é muito diferente das ou-
tras, no diagrama. Seu valor de similaridade é de ~ 0,15
com rela¢gdo ao centro de gravidade dos outros pontos**.
O grupo de pontos IV tem um valor de similaridade de
~0,4, relativamente a outros grupos. E interessante que to-
das as amostras obtidas de uma fonte, a fonte S3o Jorge,
estdo no grupo IV. Do mesmo modo todas as amostras no
grupo IIT sfo da fonte BC 16A, e nenhuma amostra dessa
fonte aparece em outro grupo. O valor de similaridade des-
se grupo é de ~0,5, com relagdo aos grupos I e II.

A medida que aumentam os valores de similaridade,
torna-se mais dificil relacionar os grupos matematicos com
fatores reais (fontes de dgua mineral, nesse caso).

Entretanto, estudos mais detalhados sobre as dguas mi-
nerais da regido de Linddia, utilizando espectroscopia de
emissio de plasma, permitiram compreender um pouco
melhor a hidrologia das reservas de 4guas minerais.

Outro método de estudo de agrupamentos € o da drvore
de varredura minima. Enquanto o agrupamento hierdrqui-
co funciona bem para conglomerados de pontos, o método
de varredura é excelente para agrupar conjuntos de dados
de estrutura laminar. O método simula a construg¢do de uma
arvore, ligando cada ponto ao seu vizinho mais préximo
de forma que os ramos da drvore sejam minimos. O valor
médio das distancias entre os pontos é utilizado como um
valor limite para a separagdo dos grupos. A drvore € partida
em grupos nas posi¢des onde a distancia entre dois pontos
seja de duas ou mais vezes o valor do limite.

Finalmente, vale mencionar o método CLUPOT (Clus-
tering with Potentials)*®, que faz uso da superficie de po-
tencial gerada pelo método ALLOC. O agrupamento dos
dados é estudado a partir de atenuagdes da fungdo do po-
tencial.

CONSIDERACOES FINAIS

A quimica ndo é imune a influéncias exteriores, tais
como a revolu¢do de minicomputadores que se verifica na
maioria dos paises do primeiro mundo. O uso de computa-
dores pessoais para uso doméstico, como o controle de con-

tas bancirias e outras atividades, tem sido considerado um-

luxo no conceito do terceiro mundo, sem que isso traga
grandes prejuizos nesse nivel. Entretanto, os laborat6rios
quimicos, que exigem maior sofisticagdo computacional,
ndo se podem permitir negligenciar as inovagdes tecnologi-
cas nesse campo, que permitem ndo sé a resolugdo de pro-
blemas préticos como uma compreensdo mais profunda dos
conceitos da Quimica.
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RESUMO

As zedlitas sgo aluminossilicatos hidratados que contém
metais alcalinos e alcalinos terrosos. Existem vérios tipos de
zeblitas naturais, com composi¢bes quimicas e estruturas
cristalogréficas varidveis. Desde 1955 vém sendo feitas ten-
tativas no sentido de preparar ze6litas sintéticas. Cerca de
15 zedlitas ja4 foram sintetizadas, caracterizadas e testadas
para atividades cataliticas. As zeolitas sintéticas apresentam
uma série de vantagens sobre as naturais em diversas aplica-
¢oes industriais. Elas estdo sendo bastante usadas como ca-
talisadores, dessecantes e purificadores de gases e liquidos.
As sinteses das zeolitas A, X, Y, ZSM-5 e mordenita e suas
respectivas formas modificadas abriram novos caminhos
para a tecnologia catalitica. Os métodos de sintese e as na-
turezas dos reagentes usados na obtengio de zedlitas ndo

foram padronizados. O presente artigo descreve a quimica
das zeolitas naturais e das sintéticas incluindo suas aplica-
¢oes em catdlise heterogénea industrial.

1. INTRODUCAO

Os aluminossilicatos que ocorrem na natureza sdo clas-
sificados como feldspatos, feldspatéides, escapolitas e zeoli-
tas. O grupo de zeodlitas pode ser distinguido dos demais
grupos de aluminossilicatos pela presenga das moléculas de
dgua e também por causa das suas estruturas abertas carac-
teristicas. A existéncia das zedlitas naturais passou a ser
conhecida apos a descoberta da zedlita denominada estilbi-
ta, em 1756, por Cronsted.
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